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“La tecnología no es buena ni mala; tampoco es neutral.”
(Mapas ficticios, inspirados en los mapas de la HOLC, 1937, “redlining")

Discriminación directa (intencional) / indirecta (estadística) / neutralidad
“El aprendizaje automático no te dará nada parecido a la neutralidad de
género ‘gratis’ si no lo pides explícitamente," Kearns and Roth (2019)
Charpentier (2024) Insurance: Biases, Discrimination and Fairness. [
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¿Qué es un “actuario”?

▶ actuarial ?

“Ser un actuario es ser un especialista en general-
ización, y los actuarios participan en una forma de
toma de decisiones que a veces se denomina actuar-
ial. Los actuarios guían a las compañías de seguros
en la toma de decisiones sobre grandes categorías que
tienen el efecto de atribuir a toda la categoría cier-
tas características que están probabilísticamente indi-
cadas por la pertenencia a la categoría, pero que aún
pueden no ser poseídas por un miembro particular de
la misma," Schauer (2006).

� @freakonometrics § freakonometrics freakonometrics.hypotheses.org – Arthur Charpentier, 2025, Lima, Perú 3 / 23

https://twitter.com/freakonometrics
https://freakonometrics.github.io/
https://freakonometrics.hypotheses.org/


Fijación de precios y “contribución justa”
“El seguro es la contribución de muchos a la desgracia de unos pocos"

tomador aseguradora

prima

indemnización

Siguiendo a Arrow (1963), “primas actuarialmente justas" = “pérdidas esperadas"
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Fijación de precios y “contribución justa”
▶ No existe una “ley de un precio" en seguros, ver Froot et al. (1995)
→ con diferentes modelos y diferentes carteras, podemos obtener dos primas distintas

“El seguro es la contribución de muchos a la desgracia de unos pocos"

▶ El seguro es una transferencia de riesgo (de un asegurado a una compañía de seguros)

tomador aseguradora

prima

indemnización

▶ La equidad actuarial se refiere al equilibrio de esta transferencia de riesgo
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Fijación de precios y “contribución justa”

tomador

“El seguro es la contribución de
muchos a la desgracia de unos pocos"

▶ Como se discute en Charpentier (2025),
el seguro es también un
mecanismo de compartición de riesgo
(entre asegurados)

▶ La equidad y la justicia están
relacionadas con la compartición de
riesgo y los subsidios cruzados dentro de
las clases de riesgo

▶ ¿qué son exactamente las “pérdidas
esperadas"? E(Y ) o E(Y | X)?
¿y cuáles deben ser las variables X?
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¿Discriminación?

“En muchos contextos, el término “discriminación” lleva automáticamente una
evaluación negativa del acto o práctica correspondiente. En otros contextos, el
término es neutral, y decir que alguien discrimina significa simplemente, de
manera aproximada, que distingue o diferencia, sin que quede claro si esto es
malo," Lippert-Rasmussen (2006), citando a Singer (1978).

▶ Una versión neutral:
“La discriminación es el acto, la práctica o la instancia de separar o distinguir
categóricamente en lugar de individualmente," Merriam-Webster (2022).

“La discriminación es el proceso de hacer distinciones prejuiciosas entre
personas basadas en los grupos, clases u otras categorías a las que pertenecen o
se percibe que pertenecen," Wikipedia.
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Probabilidad: grupos vs. individuos

A partir de la ley de los grandes números , con variables aleatorias i.i.d.,

1
n

n∑
i=1

Yi
a.s.−−−→

n→∞
E[Y ] o 1

n

n∑
i=1

1(Yi ∈ A) a.s.−−−→
n→∞

P[Y ∈ A] .

∑n
i=1 Yi · 1(Xi ∈ B)∑n

i=1 1(Xi ∈ B)
a.s.−−−→

n→∞
E[Y | X ∈ B] .

Pero ¿podemos escribir también∑n
i=1 Yi · 1(Xi = x)∑n

i=1 1(Xi = x)
a.s.−−−→

n→∞
E[Y | X = x] ?

Para más detalles sobre la individualización de las primas, ver Barry and Charpentier
(2020).
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De la “precisión” a la “calibración” (la precisión está sobrevalorada)
“Si se nos pide encontrar la probabilidad aplicable a un
evento futuro individual, primero debemos incorporar el
caso en una clase de referencia adecuada."

“Cuando hablamos de la ‘probabilidad de muerte’, el
significado exacto de esta expresión solo puede definirse
de la siguiente manera. No debemos pensar en un in-
dividuo, sino en una clase en su conjunto, por ejemplo
‘todos los hombres asegurados de cuarenta y un años
que viven en un país determinado y que no desempeñan
ciertas ocupaciones peligrosas’. A la clase de hombres
se le asigna una probabilidad de muerte, o a otra clase
que pueda definirse de manera similar. La expresión
‘probabilidad de muerte’, cuando se refiere a una sola
persona, no tiene ningún significado para nosotros," von
Mises (1928, 1939). ver Reichenbach (1971).
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De la “precisión” a la “calibración” (la precisión está sobrevalorada)

Como se explica en Van Calster et al. (2019), “entre pa-
cientes con un riesgo estimado del 20%, esperamos que
20 de cada 100 tengan (o desarrollen) el evento."

• Si 40 de cada 100 presentan la enfermedad, el riesgo
ha sido subestimado.

• Si en ese grupo solo 10 de cada 100 presentan la
enfermedad, el riesgo ha sido sobreestimado.

La predicción m̂(X) de Y está bien calibrada si

E
[

Y
∣∣ Ŷ = ŷ

]
= ŷ , ∀ŷ

riesgo estimado ŷ = 20%

20 de cada 100 (proporción y = 1)
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Varias definiciones de “equidad” o “no discriminación”

paridad demográfica → E[ Ŷ | S = A ] ?= E[ Ŷ | S = B ]
puntaje ŷ

sensible sensible

igualdad de oportunidades → E[ Ŷ | Y = y , S = A ] ?= E[ Ŷ | Y = y , S = B ], ∀y
puntaje ŷ

resultado y

calibración → E[ Y | Ŷ = u , S = A ] ?= E[ Y | Ŷ = u , S = B ], ∀u
puntaje ŷ

resultado y
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¿Es un problema tener varias definiciones?

De Feller et al. (2016):
• Para personas blancas , entre quienes

no reincidieron (y), 22% fueron clasificadas
incorrectamente (ŷ).

• Para personas negras , entre quienes
no reincidieron , 42% fueron clasificadas
incorrectamente .

• Problema, ya que 42% ≫ 22%.

P[ Ŷ = high | Y = no , S = black ] = 42% ?= P[ Ŷ = high | Y = no , S = white ] = 22%,
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Isn’t it a problem to have several definitions?

De Dieterich et al. (2016):
• Para personas blancas , entre quienes fueron

clasificadas de alto riesgo (ŷ), 40%
no reincidieron (y).

• Para personas negras , entre quienes fueron
clasificadas de alto riesgo (ŷ), 35%
no reincidieron .

• Ningún problema, ya que 35% ≈ 40%.

P[ Y = no | Ŷ = high , S = black ] = 35% ?= P[ Y = no | Ŷ = high , S = white ] = 40%.
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¿Es siempre posible tener un modelo libre de variables sensibles ?

Para decisiones (ŷ ∈ {0, 1}, por ejemplo “obtener un préstamo"):

paridad demográfica → P[ Ŷ = 1 | S = A ] ?= P[ Ŷ = 1 | S = B ]

decisión ŷ

Estas decisiones suelen basarse en puntajes y umbrales:

paridad demográfica → E[ m̂(X , S) > t | S = A ] ?= E[ m̂(X , S) > t | S = B ]
puntaje m̂

Es posible lograr paridad demográfica simplemente usando umbrales distintos:

paridad demográfica → E[ m̂(X , S) > tA | S = A ] ?= E[ m̂(X , S) > tB | S = B ]

(con esta estrategia, generalmente es imposible cumplir igualdad de oportunidades al mismo tiempo.)
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Discriminación, desde diferentes perspectivas

▶ Perspectiva regulatoria: “equidad grupal” (ya discutida previamente).
▶ Perspectiva del asegurado: “equidad individual”.

Una decisión satisface la equidad individual si “si los atributos protegidos (por
ejemplo, raza) de un individuo hubieran sido diferentes, manteniendo todo lo
demás constante, la decisión habría permanecido igual."
▶ También llamada “equidad contrafactual” en Kusner et al. (2017), relacionada

con el problema clásico de inferencia causal: efecto causal promedio (el
“tratamiento” es el atributo sensible).

¿Qué significa realmente “mantener todo lo demás constante ”? (ver la nocón
de “variable resolutiva” en Kilbertus et al. (2017))
Considérese un hombre (s = A) con altura x = 190 cm. Si esa persona hubiera sido
mujer (s = B), ¿tendría también x = 190 cm?
(Pista: no — se deben considerar cuantiles comparables, como se discute en Charpentier et al. (2023).)
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Discriminación, desde diferentes perspectivas
Consideremos medidas ν0 y ν1 en Z0 y Z1, subconjuntos compactos de Rd .

Existe una aplicación T tal que ν1 = T♯ν0, donde ν0 no tiene átomos
(T♯ν0(B) = ν0(T −1(B))).

Como muestran Villani (2003) y Santambrogio (2015), podemos interesarnos en
aplicaciones “óptimas”, que satisfacen el problema de Monge, Monge (1781):

inf
T♯ν0=ν1

∫
Z0

c
(
z0, T (z0)

)
ν0(dz0) ,

para alguna función de costo c : Z0 × Z1 → R+. En dimensión 1, la aplicación óptima
T ⋆ es monótona:

z1 = T ⋆(z0) = Q1 ◦ F0(z0)

donde
Fj(z) = µj((−∞, z ]) y Qj(u) = F −1

j (u) = inf{t : Fj(t) ≥ u}.
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Discriminación, desde diferentes perspectivas
Siguiendo a Kitagawa (1955), Oaxaca (1973) y Blinder (1973){

YA = X⊤
A βA + εA, E[εA|XA] = 0, grupo / categoría A (mujeres),

YB = X⊤
B βB + εB, E[εB|XB] = 0, grupo / categoría B (hombres).

Sea YS = X⊤
S βS + εS , ȲS = E[YS ] (salario) y X̄S = E[XS ] (años de escolaridad).

La disparidad total entre A y B es:

∆Y = ȲA − ȲB = X̄⊤
A βA − X̄⊤

B βB.
(versión de Blinder): ∆Y = (X̄A − X̄B)⊤βB + X̄⊤

A (βA − βB)

(versión de Oaxaca): ∆Y = (X̄A − X̄B)⊤βA + X̄⊤
B (βA − βB)

Sidenote: ver Tierny et al. (2025)
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Discriminación, desde diferentes perspectivas

Visualización de la descomposición de Oaxaca–Blinder de yA − yB, en xA(β̂A − β̂B) y
(xA − xB)β̂B (izquierda), y xB(β̂A − β̂B) y (xA − xB)β̂A (derecha).
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Equidad individual y resultados potenciales

P[ Ŷ = yes | S = white , X = x] ?= P[ Ŷ = yes | S = black , X = x] , ∀x
someterse a una cirugía

protegidaprotegida

Por ejemplo, x es el “peso del bebé al nacer” (en gramos).
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Discriminación, desde diferentes perspectivas

P[ Ŷ = yes | S = white , X = x] ?= P[ Ŷ = yes | S = black , X = x⋆ ] , ∀x
someterse a una cirugía

protegidaprotegida

Por ejemplo, x es el “peso del bebé al nacer” (en gramos).
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Discriminación, desde diferentes perspectivas
Ver Charpentier et al. (2023)“diferencia ceteris paribus” : m(S = B, X = x) − m(S = A, X = x),

“diferencia mutatis mutandis” : m(S = B, X = T ⋆
A→B(x)) − m(S = A, X = x).

Como se propone en Plečko and Meinshausen (2020), Plečko et al. (2021) y De Lara
et al. (2024), debemos transportar la distribución X | S = A hacia X | S = B
(transporte multivariado).

▶ Funciona si asumimos X | S ∼ N (µs , Σs), x⋆(1) = T ⋆
A→B(x) = µB + M(x − µA),

donde M es simétrica y positiva, y satisface MΣAM = ΣB.

▶ Funciona si usamos un “acoplamiento empírico individual”: x⋆
j = T̂ ⋆

A→B(xi), pero
no podemos obtener T̂ ⋆

A→B(x) si x no aparece en la muestra del grupo A.
▶ Podemos usar un transporte condicional univariante secuencial (aunque no sea

óptimo).
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“El mito del actuario” (objetividad vs. subjetividad)

▶ La retórica de la exclusión en seguros — números, objetividad y estadísticas —
conforma lo que Brian Glenn denomina “el mito del actuario,” “una situación
retórica poderosa en la que las decisiones parecen basarse en criterios
determinados objetivamente cuando, en gran medida, también se basan en
criterios subjetivos,” o “la naturaleza subjetiva de un proceso
aparentemente objetivo".

▶ “Prácticamente todos los aspectos de la industria del seguro se sustentan
primero en historias y luego en números", Glenn (2000, 2003).

▶ Importancia de la interpretación y de la explicabilidad de los modelos.
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Conclusión (?)
▶ Abordar la discriminación en seguros es complejo,

ya que la fijación actuarial de precios está
profundamente ligada a la idea de enfocarse en
grupos y no en individuos.

▶ Si no tratamos adecuadamente estas cuestiones, no
podremos obtener modelos verdaderamente justos.

▶ No recopilar ni utilizar variables protegidas es
claramente una mala estrategia.

▶ Aún existen cuestiones importantes que deben ser
abordadas por los reguladores, quienes deben
proporcionar directrices claras.

Para profundizar, Charpentier (2024) Insurance, Bi-
ases, Discrimination and Fairness. Springer.
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